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 El presente estudio desarrolló y aportó evidencia inicial de validez y confiabilidad de la Escala de Actitudes hacia el Uso de la Inteligencia 
Artificial en los Procesos de Selección de Personal (ACT-IA), un instrumento fundamentado en el modelo tripartito de las actitudes 

(cognitivo, afectivo y conductual). Participaron 236 profesionales y estudiantes de Recursos Humanos y Psicología 

Industrial/Organizacional de Puerto Rico. La validez de contenido se evaluó mediante juicio de expertos con el método de Lawshe 

modificado por Tristán-López; la estructura interna se examinó con análisis factorial exploratorio y, posteriormente, mediante la 

comparación de modelos confirmatorios competitivos (unidimensional, tres factores oblicuos, bifactor-CFA y ESEM) estimados con un 
procedimiento robusto para datos ordinales. La versión final de 19 reactivos quedó mejor representada por un modelo bifactor con un 

factor general dominante (ECV = .731; ωH = .873) acompañado de facetas afectiva y conductual con varianza específica moderada; en la 

faceta afectiva, compuesta exclusivamente por reactivos de redacción inversa, esta varianza podría reflejar en parte un efecto de método. 

El modelo de tres factores correlacionados mostró invarianza configural, métrica y escalar por género; la escala presentó, además, 
consistencia interna excelente (α y ω entre .943 y .966) y una influencia mínima de la deseabilidad social. Se concluye que la puntuación 

total de la ACT-IA constituye el indicador más robusto del constructo y no se recomienda interpretar de forma independiente la subescala 

cognitiva. Dado que la depuración de reactivos y los análisis confirmatorios se realizaron con la misma muestra, estos hallazgos deben 

considerarse evidencia psicométrica inicial, pendiente de replicación en una muestra independiente.  
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 The present study developed and provided initial evidence of the validity and reliability of the Attitudes Toward the Use of Artificial 

Intelligence in Personnel Selection Scale (ACT-IA), an instrument grounded in the tripartite model of attitudes (cognitive, affective, and 

behavioral). Participants were 236 human resource professionals and students of Human Resource Management and 
Industrial/Organizational Psychology from Puerto Rico. Content validity was evaluated through expert judgment using Tristán-

López's modification of Lawshe's content validity method. The internal structure was examined using exploratory factor analysis, 

followed by a comparison of competing confirmatory measurement models (unidimensional, three-factor oblique CFA, bifactor CFA, and 

ESEM) estimated with a robust procedure for ordinal data. The final 19-item version was best represented by a bifactor model 

characterized by a dominant general factor (ECV = .731; ωH = .873) accompanied by affective and behavioral specific factors with 
moderate unique variance; for the affective factor, composed exclusively of reverse-worded items, this variance may partly reflect a 

method effect. The correlated three-factor model demonstrated configural, metric, and scalar measurement invariance across gender; the 

scale also showed excellent internal consistency (α and ω ranging from .943 to .966), and minimal influence of social desirability. Overall, 

the findings support the use of the ACT-IA total score as the most robust indicator of the underlying construct, and independent 

interpretation of the cognitive subscale is not recommended. Because item purification and confirmatory analyses were conducted on the 

same sample, these findings should be regarded as initial psychometric evidence pending replication in an independent sample.  
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Introducción 

 
 La inteligencia artificial (IA) se ha consolidado 

como un factor de transformación estratégica en las 

organizaciones y, de manera particular, en la función 

de recursos humanos (RR. HH.), donde su integración 

ha abierto un debate sobre el equilibrio entre la 

automatización y el juicio humano en decisiones tan 

delicadas como la selección de personal (Mariani et 

al., 2023; Mori et al., 2024). Se estima que entre el 35 

% y el 45 % de las organizaciones ya han incorporado 

herramientas de IA en sus procesos de contratación, 

con beneficios documentados como reducciones de 

hasta un 30 % en el costo por contratación y una 

aceleración significativa de los tiempos de selección 

(SHRM, 2023). A través de algoritmos de aprendizaje 

automático, estas herramientas analizan currículos, 

evalúan entrevistas grabadas y clasifican candidatos 

según modelos predictivos (Islam et al., 2024; Qin et 

al., 2023). 

 

 No obstante, esta eficiencia no está exenta de 

riesgos. La falta de transparencia de los algoritmos 

puede reforzar sesgos preexistentes cuando los datos 

históricos de entrenamiento están contaminados por 
decisiones discriminatorias del pasado (Bennion, 

2023; Sonderling & Kelley, 2023; Wilson & Caliskan, 

2024). Por ello, la Sociedad de Psicología Industrial y 

Organizacional (SIOP) ha enfatizado la necesidad de 

validar estos sistemas conforme a los Principles for the 

Validation and Use of Personnel Selection Procedures 

(SIOP, 2023). Investigaciones recientes muestran, 

además, que la percepción de justicia de los candidatos 

resulta determinante para la aceptación de los sistemas 

automatizados: la opacidad algorítmica y la sensación 

de ser evaluado por una “caja negra” disminuyen la 

confianza y la intención de participar en procesos 

mediados por IA (Luo et al., 2025; Starke et al., 2022; 

Zhou et al., 2021). 

 

 Esta ambivalencia, en la que se valora la 

eficiencia, pero se desconfía de la equidad del sistema, 

sitúa a las actitudes hacia la IA como una variable 

psicológica central para comprender su adopción. Los 

modelos generales de aceptación tecnológica, como el 

Technology Acceptance Model (Davis, 1989) y la 

Unified Theory of Acceptance and Use of Technology 

(Venkatesh et al., 2003), explican la intención de uso a 

partir de la utilidad y la facilidad percibidas, pero no 

capturan la totalidad de los elementos emocionales, 

éticos y profesionales involucrados en contextos 

organizacionales reales (Islam et al., 2024). Las 

actitudes, entendidas desde el modelo tripartito como 

la integración de componentes cognitivo, afectivo y 

conductual (Breckler, 1984; Eagly & Chaiken, 1993; 

Rosenberg & Hovland, 1960), ofrecen un marco más 

completo: permiten distinguir entre lo que las personas 

piensan sobre la eficacia y la justicia de la IA, lo que 

sienten ante la automatización de las decisiones y su 

disposición a utilizarla. No obstante, al reflejar 

distintas facetas de una misma actitud hacia un mismo 

objeto (la IA en la selección de personal), cabría 

esperar que estos tres componentes estuvieran 

sustancialmente intercorrelacionados y compartieran 

una fuente común de varianza, lo cual anticipa 

conceptualmente la posibilidad de una estructura 

jerárquica, más que estrictamente tridimensional, 

como la explorada posteriormente mediante el modelo 

bifactor. 

 

 En los últimos años se han desarrollado 

instrumentos para medir actitudes generales hacia la 

IA, como la General Attitudes towards Artificial 

Intelligence Scale (Schepman & Rodway, 2020, 

2023), validada en italiano por Cicero et al. (2025); la 

ATTARI-WHE (Gnambs et al., 2025); la escala de 

actitudes hacia la IA en el trabajo de Park et al. (2024); 

y, en población hispanohablante, la EVAIA-1 (Subía-

Arellano et al., 2023). Estos instrumentos, sin 

embargo, evalúan actitudes hacia la IA en términos 

amplios y no fueron diseñados para captar las 

particularidades del contexto de selección de personal, 

donde confluyen la confianza en los algoritmos, la 

percepción de justicia organizacional y el temor a la 

deshumanización del proceso. A la fecha no se dispone 

de un instrumento psicométrico construido 

específicamente para medir las actitudes que generan 

las aplicaciones de IA en los procesos de reclutamiento 

y selección, y menos aún validado en población 

puertorriqueña. Estos elementos, confianza 

algorítmica, justicia percibida en el proceso de 

selección y temor a la deshumanización, no son 

abordados por escalas generales como la EVAIA-1 

(Subía-Arellano et al., 2023) y, a diferencia de las 

actitudes generales que estas miden, son inherentes a 

una decisión que afecta directamente el acceso al 

empleo de la persona evaluada, por lo que ameritan un 

instrumento diseñado específicamente para ese 

contexto y no una adaptación de medidas de actitud 

hacia la IA en general. 

 

El Presente Estudio 

 

 Para atender esta laguna, el presente estudio tuvo 

como propósito desarrollar y aportar evidencia inicial 

de validez y confiabilidad de la Escala de Actitudes 

hacia el Uso de la Inteligencia Artificial en los 

Procesos de Selección de Personal (ACT-IA), dirigida 

a profesionales y estudiantes de RR. HH. y Psicología 

Industrial/Organizacional (PIO). De manera 

específica, se buscó (a) generar evidencia de validez 

de contenido mediante juicio de expertos; (b) 
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examinar la estructura interna del instrumento a través 

de análisis factorial exploratorio y la comparación de 

modelos confirmatorios competitivos; (c) evaluar la 

confiabilidad y la precisión de las puntuaciones; (d) 

examinar la validez convergente y discriminante 

interna de las dimensiones, así como su relación con la 

deseabilidad social; y (e) examinar la invarianza de 

medición por género. Dado el carácter emergente del 

constructo, se prestó especial atención a determinar si 

las respuestas reflejan tres dimensiones diferenciadas 

o una actitud general dominante, para lo cual se 

contrastaron soluciones de tres factores oblicuos, 

bifactor y exploratorias estructurales (ESEM). 

 

 

Método 

Participantes 

 

 Participaron 236 personas mayores de 21 años 

matriculadas en programas de RR. HH. o PIO, a nivel 

de bachillerato o posgrado, o que se desempeñaban en 

funciones de RR. HH./PIO en organizaciones de 

Puerto Rico. En la Tabla 1 se puede apreciar que la 

muestra estuvo compuesta predominantemente por 

mujeres (61.9 %), seguidas por hombres (37.3 %) y un 

0.8 % que prefirió no responder. El grupo etario más 

representado fue el de 31 a 50 años (40.7 %), seguido 

por el de 21 a 30 años (33.9 %) y el de 51 años o más 

(25.4 %). La mayoría reportó estudios graduados (40.7 

% maestría y 26.3 % doctorado) y la totalidad se 

encontraba activamente empleada, mayoritariamente a 

tiempo completo (78.4 %) y en la empresa privada 

(61.0 %). El tamaño muestral fue consistente con las 

recomendaciones para el análisis factorial en el 

desarrollo de escalas (Boateng et al., 2018; Hair et al., 

2019; Kline, 2016; MacCallum et al., 1999). Los 

criterios de inclusión exigían ser mayor de 21 años, 

residir y trabajar en Puerto Rico, saber leer y escribir 

en español, contar con al menos un año de experiencia 

laboral, disponer de un dispositivo con acceso a 

internet y estar vinculado académica o 

profesionalmente a RR. HH./PIO. La selección fue no 

probabilística por conveniencia, con apoyo de 

muestreo por redes (snowball). 

 

Instrumentos 

 

Hoja de Datos Sociodemográficos 

 

 Se administró una hoja de datos 

sociodemográficos que recopiló edad, género, nivel 

educativo, estatus laboral, tiempo en la organización, 

lugar de empleo y estado civil, y que operó además 

como filtro de elegibilidad para verificar el 

cumplimiento de los criterios de inclusión. 

 

 
 

Escala de Actitudes hacia el Uso de la IA en la 

Selección de Personal (ACT-IA) 

 

 El instrumento principal fue una escala de nueva 

creación diseñada para evaluar las actitudes hacia el 

uso de la IA en los procesos de selección de personal. 

La versión inicial estuvo compuesta por 45 reactivos 

en formato Likert de seis puntos, con anclajes desde 1 

= “Totalmente en desacuerdo” hasta 6 = “Totalmente 

de acuerdo”. Su estructura se fundamentó en el modelo 

tripartito de las actitudes (Breckler, 1984; Eagly & 

Chaiken, 1993; Rosenberg & Hovland, 1960): la 

dimensión cognitiva recoge las creencias y 

evaluaciones racionales sobre la eficacia, utilidad y 

equidad de la IA; la dimensión afectiva aborda las 

respuestas emocionales (confianza, incomodidad, 

entusiasmo o escepticismo) ante la automatización; y 

la dimensión conductual examina la intención o 

disposición a utilizar, apoyar o participar en procesos 
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de selección mediados por IA. Dado que se trataba de 

un instrumento de nueva creación sin evidencia 

psicométrica previa en Puerto Rico, sus propiedades se 

estimaron en el presente estudio. 

 

Escala de Deseabilidad Social – Versión Breve (EDS-

VB) 

 

 Se utilizó la EDS-VB, una medida de cuatro 

reactivos en formato Likert de seis puntos diseñada 

para evaluar la tendencia a responder de manera 

socialmente deseable. Esta versión abreviada 

constituye una adaptación de la escala original de 

Rosario-Hernández y Rovira-Millán (2002) y fue 

validada recientemente con una muestra de 3,855 

adultos en Puerto Rico, mostrando índices de ajuste 

sobresalientes que apoyaron su estructura 

unidimensional y la confiabilidad de la EDS-VB fue 

excelente mediante los coeficientes alfa de Cronbach 

y omega de McDonald fueron de .926 y .927, 

respectivamente (Rosario-Hernández et al., 2025). Su 

inclusión permitió examinar la validez divergente del 

nuevo instrumento.  

Procedimiento 

 El reclutamiento se realizó mediante un anuncio 

electrónico difundido en plataformas digitales y redes 

sociales profesionales (Facebook, Instagram y 

LinkedIn) y a través de redes académicas de 

programas universitarios de RR. HH. y PIO, utilizando 

un enlace directo y un código QR. Todos los 

procedimientos fueron aprobados por la Junta de 

Revisión Institucional (IRB) de la Universidad Albizu. 

Al acceder al enlace, los participantes fueron dirigidos 

a la plataforma PsychData, donde se les presentó 

primero la hoja de consentimiento informado, que 

detallaba la naturaleza voluntaria de la participación, 

los riesgos mínimos, las garantías de confidencialidad 

y anonimato y la información de contacto. Solo 

quienes aceptaron participar continuaron con la hoja 

de datos sociodemográficos, que verificaba la 

elegibilidad; los participantes que no cumplían algún 

criterio fueron excluidos automáticamente. A 

continuación, los participantes cualificados 

completaron la ACT-IA y, finalmente, la EDS-VB. La 

participación tomó entre 10 y 15 minutos. No se 

recopiló información que permitiera identificar a los 

participantes y los datos se almacenaron de forma 

segura en PsychData. 

Diseño y Análisis de Datos 

 El estudio empleó un diseño cuantitativo 

psicométrico orientado al desarrollo y la validación de 

un instrumento de medición (Muñiz, 2018). La validez 

de contenido se evaluó mediante un panel de tres 

jueces expertos en PIO y en construcción de pruebas, 

utilizando el método de Lawshe (1975) modificado 

por Tristán-López (2008); se retuvieron los reactivos 

que alcanzaron una razón de validez de contenido 

(RVC) igual o superior a .58. Se calcularon estadísticas 

descriptivas e índices de discriminación corregidos 

(rbis) por reactivo, adoptando .30 como criterio 

mínimo de discriminación (DeVellis & Thorpe, 2021; 

Spector, 1992). 

 

 La estructura interna se examinó en dos fases. 

Primero se condujeron análisis factoriales 

exploratorios (AFE) sobre la matriz de correlaciones 

de Pearson, aproximación razonable con reactivos de 

seis opciones de respuesta (Rhemtulla et al., 2012), 

usando la factorización de ejes principales como 

método de extracción y la técnica de rotación oblicua 

“Promax,” la cual permite que los factores covarien 

como lo son las dimensiones de las actitudes (Fabrigar 

et al., 1999; Worthington & Whittaker, 2006); el 

número de factores se determinó mediante el criterio 

de Kaiser, el gráfico de sedimentación y la proporción 

de varianza explicada. Dado que el criterio de Kaiser 

y el gráfico de sedimentación pueden sobreestimar el 

número de factores a retener, esta decisión se 

complementó con un análisis paralelo (Horn, 1965; 

Hayton et al., 2004), procedimiento recomendado 

como criterio más robusto de retención factorial. El 

análisis paralelo se condujo sobre la misma matriz de 

correlaciones de Pearson de los 44 reactivos empleada 

en el AFE, generando 1,000 matrices de datos 

aleatorios de igual dimensión (n = 236) y comparando 

los autovalores empíricos con el promedio y el 

percentil 95 de los autovalores simulados, tanto en su 

versión de componentes principales como de factor 

común (ejes principales); como análisis de 

sensibilidad, el procedimiento se repitió sobre la 

matriz de correlaciones policóricas.  

 

 Posteriormente, sobre la versión depurada, se 

compararon cuatro modelos de medición 

competitivos: (a) unidimensional, (b) tres factores 

oblicuos mediante análisis factorial confirmatorio 

(CFA), (c) bifactor confirmatorio (bifactor-CFA), con 

un factor general y tres factores específicos no 

correlacionados (Reise, 2012; Rodriguez et al., 2016), 

y (d) un modelo exploratorio de ecuaciones 

estructurales (ESEM) de tres factores con rotación 

oblicua geomin, que permite cargas cruzadas 

estimadas en lugar de fijarlas en cero (Asparouhov & 

Muthén, 2009; Marsh et al., 2014; Morin et al., 2020). 

Dada la naturaleza ordinal de los reactivos, los 

modelos se estimaron con un procedimiento robusto 

de mínimos cuadrados ponderados (WLSMV/DWLS) 

basado en correlaciones policóricas, apropiado para 

indicadores categóricos (Brown, 2015), utilizando el 

paquete lavaan del programa R (Rosseel et al., 2025). 
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 A diferencia de la práctica tradicional de 

interpretar la bondad de ajuste mediante puntos de 

corte fijos (e.g., Hu & Bentler, 1999), en el presente 

estudio los índices de ajuste se interpretaron utilizando 

el enfoque basado en percentiles propuesto por 

Howard et al. (2025). Este enfoque sitúa cada índice 

de ajuste (CFI, TLI, RMSEA y SRMR) dentro de la 

distribución empírica de valores observados en 

estudios publicados de análisis factorial, permitiendo 

clasificar el ajuste en cinco categorías ordinales 

delimitadas por los percentiles 10, 33, 66 y 90 de dicha 

distribución: Muy Débil (< P10), Débil (P10–P33), 

Moderado (P33–P66), Fuerte (P66–P90) y Muy Fuerte 

(> P90). En este marco, valores más altos de CFI y 

TLI, así como valores más bajos de RMSEA y SRMR, 

corresponden a percentiles superiores y reflejan un 

ajuste relativamente más favorable en comparación 

con la literatura disponible. A diferencia de los puntos 

de corte convencionales (p. ej., CFI ≥ .95; Hu & 

Bentler, 1999), que son fijos, Howard et al. (2025) 

reportan estos percentiles tanto para el conjunto de los 

análisis factoriales confirmatorios publicados como 

separados por terciles de grados de libertad (gl < 51, 

51–163 y > 163), dado que los índices de ajuste, en 

particular los incrementales, son sensibles a los gl del 

modelo. Como los cuatro modelos comparados en este 

estudio tuvieron entre 117 y 152 gl, se emplearon los 

percentiles del tercil intermedio (Howard et al., 2025, 

Tabla 4). Los valores correspondientes a los 

percentiles 10, 33, 66 y 90 fueron .90, .94, .96 y .98 

para el CFI; .89, .93, .96 y .98 para el TLI; .10, .08, .06 

y .04 para el RMSEA; y .08, .06, .05 y .03 para el 

SRMR. Así, por ejemplo, un CFI = .948 —aceptable 

bajo los criterios de Hu y Bentler (1999)— se ubica en 

la banda Moderada, mientras que un RMSEA superior 

a .10 se clasifica como Muy Débil. Este procedimiento 

proporciona una evaluación más continua y 

contextualizada del ajuste que la interpretación 

dicotómica basada en puntos de corte convencionales.  

No obstante, este marco tiene una limitación relevante 

para el presente estudio: los percentiles de Howard et 

al. (2025) provienen de análisis factoriales 

confirmatorios publicados en revistas de ciencia 

organizacional y no se presentan diferenciados por 

estimador ni por tipo de indicador (continuo u ordinal), 

mientras que los índices obtenidos con 

DWLS/WLSMV no son directamente comparables 

con los de máxima verosimilitud (Xia & Yang, 2019). 

Por ello, las clasificaciones resultantes se emplearon 

como referencia orientativa para comparar los 

modelos entre sí, y no como juicios absolutos sobre su 

ajuste. 

 Para el modelo bifactor se calcularon los índices 

auxiliares de la varianza común explicada (ECV), la 

proporción de correlaciones no contaminadas (PUC), 

el omega total (ωTG), el omega jerárquico general 

(ωH) y específico (ωHS), la replicabilidad del 

constructo (H) y la determinación factorial (FD), 

siguiendo las recomendaciones para evaluar la 

dimensionalidad y la fortaleza del factor general 

(Reise et al., 2013; Rodriguez et al., 2016; Zhang et 

al., 2021). Estos índices se calcularon a partir de las 

cargas estandarizadas del modelo bifactor-CFA 

mediante el paquete de R BifactorIndicesCalculator 

(Dueber, 2021).  

 

 La validez convergente y discriminante interna se 

examinó mediante la VME y el criterio de Fornell y 

Larcker (1981), y la relación con la deseabilidad 

social, mediante las correlaciones entre la puntuación 

total, las dimensiones y la EDS-VB. La invarianza de 

medición por género se evaluó de forma secuencial 

(configural, métrica y escalar) con el estimador 

WLSMV, adoptando los criterios de cambio de ΔCFI, 

ΔTLI, ΔRMSEA y ΔSRMR recomendados por Chen 

(2007) y Putnick y Bornstein (2016). Finalmente, la 

confiabilidad se estimó con el alfa de Cronbach y el 

omega de McDonald, y la precisión se evaluó con el 

error estándar de medición (EEM), calculado como 

EEM = DE√(1 − ω). 

 

Resultados 

 

 Se presentan, en primer lugar, la evidencia de 

validez de contenido, el análisis de los reactivos, la 

estructura interna (AFE y comparación de modelos 

confirmatorios), los índices bifactoriales, la validez 

convergente y discriminante interna y la relación con 

la deseabilidad social, la invarianza de medición por 

género y la confiabilidad. Todos los análisis se 

realizaron con la muestra de 236 participantes. 

Validez de Contenido 

 

 El conjunto de reactivos fue sometido a un panel 

de tres jueces expertos en PIO y en el desarrollo de 

pruebas. Los resultados del análisis de validez de 

contenido indicaron que los 45 reactivos alcanzaron 

niveles adecuados de pertinencia de acuerdo con el 

índice de razón de validez de contenido (RVC) 

calculado mediante la modificación del método de 

Lawshe propuesta por Tristán-López (2008). Cuarenta 

y cuatro reactivos obtuvieron un RVC de 1.00, 

reflejando consenso unánime entre los jueces acerca 

de su pertinencia para representar las dimensiones 

cognitiva, afectiva y conductual del constructo. 

Únicamente el ítem 6, correspondiente a la dimensión 

cognitiva, obtuvo un RVC de .67, debido a que uno de 

los jueces no lo consideró pertinente. No obstante, este 

valor superó el criterio mínimo de aceptación 

establecido para el número de jueces participantes 
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(RVC ≥ .58), por lo que el reactivo fue retenido para 

las fases posteriores de evaluación psicométrica.  

 

 De manera complementaria, el índice de validez 

de contenido preliminar fue de .978 para la dimensión 

cognitiva, 1.00 para las dimensiones afectiva y 

conductual, y .993 para la escala en su conjunto, lo que 

evidencia un elevado grado de acuerdo entre los jueces 

respecto a la pertinencia y representatividad del 

contenido del instrumento. Una vez establecida la 

validez de contenido de la versión inicial de la ACT-

IA, se procedió a examinar el funcionamiento 

empírico de los reactivos mediante el análisis de sus 

estadísticas descriptivas y del índice de 

discriminación, con el propósito de evaluar la calidad 

psicométrica de cada reactivo antes de realizar los 

análisis de la estructura interna del instrumento. 

Análisis Descriptivo y Discriminación de los 

Reactivos 

 

 Las Tablas 2, 3, y 4 presentan las estadísticas 

descriptivas y los índices de discriminación corregidos 

de los reactivos de las dimensiones cognitiva, afectiva 

y conductual. Las medias reflejaron una tendencia 

moderadamente favorable hacia el uso de la IA en la 

selección de personal, y las desviaciones estándar 

evidenciaron variabilidad adecuada. La mayoría de los 

reactivos superó ampliamente el criterio de 

discriminación de .30; los coeficientes más elevados 

se observaron en la dimensión conductual. En la 

dimensión cognitiva, el reactivo 11 mostró una 

correlación negativa (rbis = −.499), lo que justificó su 

eliminación durante la depuración. 

 

 

 

 
 

 
 

Estructura Interna: Análisis Factorial 

Exploratorio 

 

 En la primera fase se realizó un análisis factorial 

exploratorio (AFE) sobre los 44 reactivos utilizando el 

método de factorización de ejes principales con 

rotación oblicua Promax. El criterio de Kaiser 

identificó cuatro factores con autovalores superiores a 

1.00, los cuales explicaron conjuntamente el 76.81 % 

de la varianza total. El primer factor explicó el 59.93 

% de la varianza, mientras que los factores restantes 
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aportaron porcentajes considerablemente menores. 

Asimismo, el gráfico de sedimentación mostró un 

punto de inflexión consistente con una solución de 

cuatro factores (véase la Figura 1), respaldando la 

retención de dicha estructura factorial. No obstante, el 

análisis paralelo sugirió una solución más 

parsimoniosa de tres factores. En su versión de 

componentes principales (Horn, 1965), directamente 

comparable con el criterio de Kaiser, los autovalores 

empíricos superaron a los autovalores promedio 

simulados en los tres primeros factores (autovalores 

empíricos = 26.58, 5.07 y 1.87; autovalores simulados 

= 1.95, 1.84 y 1.76), pero no en el cuarto (1.28 frente 

a 1.69). En su versión de factor común, el cuarto 

autovalor empírico (0.757) superó apenas el promedio 

simulado (0.707), pero no el percentil 95 (0.761), y la 

repetición del análisis sobre la matriz policórica indicó 

igualmente tres factores (cuarto autovalor empírico = 

0.596; promedio simulado = 0.708). Esta discrepancia 

es consistente con la tendencia del criterio de Kaiser a 

sobreestimar el número de factores (Hayton et al., 

2004) y con el hecho de que el cuarto factor explicó 

apenas el 2.21 % de la varianza y estuvo definido 

principalmente por cargas cruzadas (reactivos 12, 13 y 

39), con un único reactivo con carga primaria en él 

(reactivo 14; véase Tabla 5).  

 

 En consecuencia, la solución de cuatro factores se 

utilizó como punto de partida para identificar reactivos 

con funcionamiento problemático durante la 

depuración, mientras que el número de factores 

sugerido por el análisis paralelo coincide con el 

número de dimensiones del modelo teórico. Cabe 

precisar que esta coincidencia se limita al número de 

factores y no a su composición: en la solución inicial, 

los factores se organizaron en buena medida según la 

dirección de la redacción (los reactivos inversos de las 

tres dimensiones frente a los reactivos directos) más 

que según las dimensiones cognitiva, afectiva y 

conductual (véase la Tabla S1). 

 

 
 

 Aunque la mayoría de los reactivos presentó sus 

cargas factoriales más elevadas en los factores 

teóricamente esperados, varios exhibieron cargas 

cruzadas, saturaciones en factores no previstos o 

patrones de carga difíciles de interpretar, lo que sugirió 

la necesidad de depurar la escala con el propósito de 

obtener una estructura factorial más simple, 

parsimoniosa e interpretable (véase Tabla 5). En 

particular, varios reactivos mostraron cargas cruzadas 

de magnitud considerable (e.g., reactivos 12, 13, 14, 

18, 22, 23, 28, 31–36, 39 y 42), mientras que otros 

cargaron en factores distintos a los previstos 

conceptualmente, dificultando la obtención de una 

estructura factorial simple e interpretable.  

 

 Específicamente, se consideró la magnitud de las 

cargas factoriales, la presencia de cargas cruzadas, la 

coherencia teórica de cada reactivo con su dimensión 

propuesta y la interpretabilidad de la solución 

factorial. En la dimensión conductual, este criterio 

implicó privilegiar la simplicidad estructural sobre la 

sola magnitud de la discriminación: los reactivos 31, 

32, 33, 35 y 36 mostraron índices de discriminación 

muy elevados (rbis entre .880 y .903; véanse Tablas 4 y 

5) pero presentaron cargas cruzadas relevantes en el 

primer AFE, por lo que fueron excluidos en favor de 

los reactivos 34, 37, 38, 39 y 40, cuya discriminación 

fue algo menor pero cuyo patrón de cargas resultó más 

simple e interpretable. 
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 A partir de los resultados obtenidos en el primer 

análisis factorial exploratorio, se procedió a evaluar el 

desempeño psicométrico de los reactivos 

considerando de manera conjunta la magnitud de las 

cargas factoriales, la presencia de cargas cruzadas, la 

coherencia conceptual con la dimensión teórica 

propuesta y la interpretabilidad de la solución 

factorial. Este proceso permitió identificar y eliminar 

aquellos reactivos que no cumplían satisfactoriamente 

con los criterios establecidos, dando lugar a una 

versión depurada de la escala compuesta por 19 

reactivos (los reactivos eliminados, su patrón de 

cargas en el primer AFE y el criterio de eliminación de 

cada uno se presentan en la Tabla S1 del material 

suplementario). Posteriormente, se realizó un segundo 

análisis factorial exploratorio utilizando el mismo 

método de extracción y rotación con el propósito de 

examinar la claridad de la estructura interna de la 

versión refinada del instrumento. Como se observa en 

la Figura 2, el gráfico de sedimentación evidenció un 

punto de inflexión claramente definido después del 

tercer factor, respaldando la retención de una solución 

tridimensional en esta muestra. 

 

 
 

 Los resultados del segundo análisis factorial 

exploratorio evidenciaron una estructura simple de 

tres factores, consistente tanto con el modelo teórico 

propuesto como con la evidencia empírica obtenida 

durante el proceso de depuración (véase Tabla 6). En 

la Tabla 6, F1 corresponde a la dimensión afectiva, F2 

a la cognitiva y F3 a la conductual. Los tres factores 

explicaron conjuntamente el 79.84 % de la varianza 

total. El primer factor explicó el 60.39 %de la 

varianza, el segundo aportó un 14.47 % adicional y el 

tercero explicó el 4.98 % restante. Asimismo, todos 

los reactivos presentaron cargas factoriales elevadas 

en la dimensión para la cual fueron diseñados, sin 

evidenciar cargas cruzadas de magnitud relevante, lo 

que refleja una estructura factorial simple y fácilmente 

interpretable. La carga del ítem 38 en el factor 

conductual superó ligeramente la unidad (λ = 1.035); 

en soluciones con rotación oblicua como Promax, las 

cargas del patrón son coeficientes de regresión parcial 

y no correlaciones, por lo que pueden exceder 1.00 sin 

implicar una solución impropia, y su comunalidad 

(.917) se mantuvo por debajo de 1.00. Las 

comunalidades oscilaron entre .697 y .917, indicando 

que una proporción sustancial de la varianza de cada 

reactivo fue explicada por los factores retenidos. Por 

otra parte, las correlaciones interfactoriales (r₁₂ = .701; 

r₁₃ = .357; r₂₃ = .646) fueron positivas y de magnitud 

moderada a alta, justificando el uso de una rotación 

oblicua y sugiriendo que las dimensiones cognitiva, 

afectiva y conductual representan componentes 

diferenciados, aunque relacionados, de las actitudes 

hacia el uso de la inteligencia artificial en los procesos 

de selección de personal. 

 

 En conclusión, en esta muestra la versión 

depurada de 19 reactivos mostró una estructura interna 

clara e interpretable, con un número de factores 

consistente con el modelo teórico propuesto, que se 

examinó a continuación mediante la comparación de 

modelos confirmatorios y de ecuaciones estructurales 

exploratorias estimados con la misma muestra. 

Conviene señalar, no obstante, que esta estructura es, 

en parte, consecuencia del propio proceso de 

depuración: los reactivos retenidos en las dimensiones 

cognitiva y conductual son de redacción directa, 

mientras que los de la dimensión afectiva son 

exclusivamente de redacción inversa, por lo que la 

separación entre factores coincide también con la 

dirección de la redacción (véanse la Tabla S1 y la 

sección de Limitaciones). 
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Comparación de Modelos Competitivos 

 

 La Tabla 7 resume los cuatro modelos 

competitivos, interpretados conforme a los puntos de 

corte basados en percentiles de Howard et al. (2025). 

El modelo unidimensional mostró el ajuste menos 

favorable: aunque su CFI (.948) y TLI (.941) se 

ubicaron en la banda Moderada, su RMSEA (.192) y 

SRMR (.190) fueron muy superiores a los valores del 

percentil 10 (.10 y .08, respectivamente), es decir, 

menos favorables que los de nueve de cada diez 

modelos de referencia (Muy Débil), lo que indica que 

una sola dimensión no representa adecuadamente las 

respuestas.  

  

 El modelo de tres factores oblicuos (CFA) mejoró 

sustancialmente los índices incrementales, con un CFI 

(.980) en el límite de la banda Muy Fuerte y un TLI 

(.976) Fuerte, pero su SRMR (.063) se ubicó en la 

banda Débil y su RMSEA (.121) en la Muy Débil, 

evidenciando una aproximación todavía deficiente del 

error. El modelo bifactor-CFA exhibió el mejor 

desempeño global: el CFI (.993) y el TLI (.991) 

superaron el percentil 90 (Muy Fuerte), el SRMR 

(.045) se ubicó en la banda Fuerte y el RMSEA (.073) 

en la Moderada, configurando el ajuste más 

equilibrado del conjunto. El modelo ESEM también 

resultó competitivo, con CFI (.989), TLI (.984) y 

SRMR (.021) en la banda Muy Fuerte, aunque su 

RMSEA (.101) se ubicó en el límite de la banda Muy 

Débil.  

 Los modelos bifactor-ESEM y jerárquico de 

segundo orden no convergieron en soluciones 

admisibles, dificultad frecuente en estructuras 

altamente parametrizadas con indicadores ordinales y 

muestras moderadas (Eid et al., 2017; Morin et al., 

2020). En conclusión, la evidencia favoreció la 

solución bifactorial confirmatoria, indicando un factor 

general dominante acompañado de facetas específicas 

residuales. 

 

 
 

 Con el propósito de comparar las soluciones 

factoriales que mostraron el mejor desempeño 

psicométrico, se presentan los resultados de los tres 

modelos que obtuvieron los índices de ajuste más 

favorables durante la evaluación de la estructura 

interna del instrumento: el modelo confirmatorio de 

tres factores oblicuos (CFA), el modelo exploratorio 

de ecuaciones estructurales de tres factores (ESEM) y 

el modelo bifactor confirmatorio. Mientras que los 

modelos CFA y ESEM permitieron evaluar la 

estabilidad y consistencia de la estructura 

tridimensional propuesta, el modelo bifactor permitió 

examinar la magnitud de la varianza atribuible a un 

factor general y determinar la conveniencia de 

interpretar la ACT-IA mediante una puntuación total 

además de sus dimensiones específicas. La Tabla 8 

presenta las cargas factoriales estandarizadas de los 

tres modelos, así como la varianza común explicada 

por ítem (I-ECV), el sesgo relativo absoluto del 

parámetro (ARPB) y los principales índices 

bifactoriales utilizados para evaluar el grado de 

unidimensionalidad esencial del instrumento. 

 

 Como puede observarse, las cargas factoriales 

obtenidas mediante el modelo CFA fueron 

consistentemente elevadas en las tres dimensiones, 

con valores comprendidos entre .864 y .986, 

proporcionando evidencia de una adecuada 

representación de los reactivos por sus respectivos 

factores latentes. De manera similar, el modelo ESEM 

reprodujo el mismo patrón factorial, manteniendo 

cargas principales elevadas y cargas cruzadas de 

magnitud reducida, lo que resulta consistente con la 

estructura tridimensional identificada en el AFE con la 

misma muestra. Cabe señalar que cinco cargas del 

modelo ESEM superaron ligeramente el valor de 1.00: 

los ítems 2 y 3 en la dimensión cognitiva (λ = 1.040 y 

1.026), los ítems 26 y 27 en la afectiva (λ = 1.071 y 

1.008) y el ítem 38 en la conductual (λ = 1.004). En 

soluciones con rotación oblicua, como la rotación 

geomin empleada, las cargas estandarizadas son 

coeficientes de regresión parcial y no correlaciones, 

por lo que pueden exceder la unidad cuando los 

factores están correlacionados y el reactivo presenta 

cargas cruzadas negativas, sin implicar 

necesariamente una solución impropia (Marsh et al., 

2014). Para descartar un caso Heywood se examinó la 

matriz de varianzas residuales del modelo: todas las 

varianzas residuales estimadas fueron positivas (rango 

= .044–.221), incluidas las de estos cinco reactivos 

(ítem 2 = .221; ítem 3 = .138; ítem 26 = .091; ítem 27 

= .059; ítem 38 = .044); además, el modelo convergió 

sin advertencias y la matriz de correlaciones entre 

factores fue definida positiva. Por tanto, no hubo 

evidencia de soluciones impropias, y las cargas 

superiores a 1.00 se interpretan como un efecto de la 

rotación oblicua y no como un caso Heywood. 
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 Los resultados del modelo bifactor mostraron que 

las cargas del factor general fueron elevadas en la 

mayoría de los reactivos (λ = .579–.957), mientras que 

las cargas correspondientes a los factores específicos 

fueron considerablemente menores, particularmente 

en la dimensión cognitiva, donde varios reactivos 

presentaron cargas cercanas a cero o incluso negativas 

una vez controlada la influencia del factor general. En 

concordancia con este patrón, los valores de I-ECV 

fueron elevados para la mayoría de los reactivos, 

especialmente en la dimensión cognitiva, indicando 

que una proporción importante de la varianza común 

de dichos reactivos fue explicada por el factor general. 

El sesgo relativo absoluto del parámetro (ARPB) se 

calculó como la diferencia absoluta entre la carga de 

cada reactivo en el modelo unidimensional y su carga 

en el factor general del modelo bifactor, dividida por 

esta última (Rodriguez et al., 2016). Los valores 

fueron mínimos en la dimensión cognitiva (ARPB = 

.011–.043), lo que indica que tratar estos reactivos 

como unidimensionales apenas sesga sus cargas, en 

concordancia con su escasa varianza específica. En 

cambio, la mayoría de los reactivos de las dimensiones 

afectiva (ARPB = .159–.292) y conductual (ARPB = 

.080–.553) superó el umbral de 10–15 % considerado 

aceptable (Rodriguez et al., 2016), particularmente los 

ítems 38 y 39 (ARPB = .553 y .548, respectivamente); 

el ARPB promedio de la escala fue de .176. Este 

patrón indica que, aunque el factor general es 

dominante, un modelo estrictamente unidimensional 

sesgaría de manera apreciable las cargas de los 

reactivos afectivos y conductuales (el ARPB, al 

definirse como valor absoluto, informa la magnitud 

del sesgo, pero no su dirección), lo cual es coherente 

con la varianza específica que conservan estas 

dimensiones (véanse los valores de ωHS y H), aspecto 

que se retoma en la discusión. 

 

 Los índices bifactoriales complementaron esta 

evidencia. El índice de varianza común explicada 

(ECV = .731) indicó que aproximadamente el 73 % de 

la varianza común fue atribuible al factor general, 

mientras que el porcentaje de correlaciones no 

contaminadas (PUC = .690) reflejó una proporción 

moderada de covarianzas influenciadas 

exclusivamente por dicho factor. La confiabilidad del 

puntaje total fue excelente (ω = .986), y el omega 

jerárquico del factor general (ωH = .873) indicó que la 
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mayor parte de la varianza confiable de las 

puntuaciones puede atribuirse al factor general. En 

contraste, la dimensión cognitiva presentó una 

contribución específica prácticamente nula (ωHS = 

.006; H = .223), lo que sugiere que aporta escasa 

varianza confiable independiente una vez controlado 

el factor general. Por su parte, las dimensiones afectiva 

(ωHS = .360; H = .766) y conductual (ωHS = .435; H 

= .810) conservaron una cantidad moderada de 

varianza específica, indicando que mantienen cierto 

grado de diferenciación conceptual, aunque gran parte 

de su confiabilidad continúa siendo explicada por el 

factor general. Finalmente, los elevados índices de 

determinación factorial del factor general (FD = .991) 

y de las dimensiones afectiva (FD = .965) y conductual 

(FD = .975) indican que las puntuaciones factoriales 

estimadas representan adecuadamente los constructos 

latentes correspondientes. 

 

 En conclusión, estos hallazgos indican que, 

aunque la ACT-IA conserva cierto grado de 

multidimensionalidad, limitado a las dimensiones 

afectiva y conductual (la dimensión cognitiva carece 

prácticamente de varianza específica; ωHS = .006), las 

actitudes hacia el uso de la inteligencia artificial en los 

procesos de selección de personal están fuertemente 

dominadas por un factor general. En consecuencia, los 

resultados respaldan la utilización de una puntuación 

total como indicador principal del constructo, sin 

excluir la posibilidad de interpretar la dimensión 

conductual y, con las reservas que se discuten más 

adelante, la afectiva, cuando el interés de la 

investigación requiera un nivel de análisis más 

específico. 

Validez Convergente y Discriminante Interna y 

Relación con la Deseabilidad Social 

 

 Con el propósito de obtener evidencia de la 

validez convergente y discriminante de la ACT-IA, se 

calcularon la varianza media extraída (VME), la 

máxima varianza compartida (VMC), la varianza 

promedio compartida (VPC) y las correlaciones entre 

los factores latentes estimados mediante el modelo 

CFA de tres factores oblicuos. La Tabla 9 presenta 

estos resultados de acuerdo con el criterio propuesto 

por Fornell y Larcker (1981). Dado que el estudio no 

incluyó una medida externa teóricamente afín a la 

ACT-IA, la evidencia de validez convergente se limita 

a la VME de cada dimensión. Por otra parte, el criterio 

de Fornell y Larcker apoya la validez discriminante de 

la dimensión cognitiva (la raíz cuadrada de su VME, 

.911, supera sus correlaciones con las dimensiones 

afectiva, .790, y conductual, .765), lo que contrasta 

con el modelo bifactor, según el cual esta dimensión 

carece de varianza específica fiable una vez controlado 

el factor general (ωHS = .006). Esta discrepancia 

sugiere que el criterio de Fornell y Larcker, basado en 

un modelo de factores correlacionados, es poco 

sensible a la presencia de un factor general dominante; 

índices complementarios como la razón heterorrasgo-

monorrasgo (HTMT; Henseler et al., 2015) deberían 

incorporarse en estudios futuros. 

 

 
 

 Adicionalmente, se correlacionaron las 

puntuaciones de la ACT-IA y sus dimensiones entre sí 

y con las puntuaciones de la EDS-VB. En la Tabla 10 

se puede apreciar que la puntuación total correlacionó 

alta y positivamente con las dimensiones cognitiva (r 

= .941), afectiva (r = .861) y conductual (r = .733), 

todas significativas (p < .01). Estas correlaciones 

reflejan relaciones parte-todo, por lo que no 

constituyen evidencia de validez convergente en 

sentido estricto. Las correlaciones interdimensionales 

fueron moderadas a altas, destacando cognitiva–

afectiva (r = .706). Respecto a la deseabilidad social, 

se observaron correlaciones negativas y bajas con la 

puntuación total (r = −.199, p < .01) y con las 

dimensiones cognitiva (r = −.226, p < .01) y afectiva 

(r = −.151, p < .05), mientras que la asociación con la 

dimensión conductual no fue significativa (r = −.111). 

Este patrón de correlaciones bajas y negativas 

constituye evidencia útil de que las respuestas a la 

ACT-IA no están fuertemente contaminadas por la 

tendencia a responder de forma socialmente deseable; 

sin embargo, por sí sola no constituye una 

demostración completa de validez divergente, la cual 

requeriría además la comparación con constructos 

teóricamente distintos y no solo con un sesgo de 

respuesta. 
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Invarianza de Medición por Género 

 

 Aunque el modelo bifactor CFA presentó el mejor 

ajuste global entre los modelos evaluados, su 

propósito principal fue examinar la dimensionalidad 

del instrumento y determinar la contribución relativa 

del factor general y de los factores específicos, más 

que constituir el modelo de medición destinado a la 

interpretación rutinaria de las puntuaciones (Eid et al., 

2017; Reise, 2012). Por otra parte, la especificación 

bifactor ESEM, que permite una representación más 

flexible de la estructura factorial al incorporar cargas 

cruzadas, no convergió hacia una solución admisible, 

por lo que no fue posible utilizarla en los análisis 

multigrupo. En consecuencia, la invarianza de 

medición se evaluó utilizando el modelo confirmatorio 

de tres factores oblicuos, el cual representa la 

estructura conceptual propuesta para la ACT-IA y 

constituye el modelo que sustenta la interpretación de 

las puntuaciones de sus dimensiones (Brown, 2015; 

Millsap, 2011). Debe precisarse, por tanto, que la 

evidencia de invarianza que se presenta corresponde al 

modelo de factores correlacionados y no directamente 

al modelo que sustenta la puntuación total 

recomendada en este estudio. La comparabilidad de la 

puntuación total entre hombres y mujeres se infiere de 

la equivalencia de las cargas y los umbrales de los 19 

reactivos que la componen, pero no se evaluó 

mediante un modelo unidimensional o bifactor 

multigrupo, lo que deberá examinarse en estudios 

futuros. Con el propósito de determinar si la estructura 

factorial de la ACT-IA es equivalente  entre hombres 

y mujeres, se llevó a cabo un análisis factorial  

confirmatorio multigrupo (MG-CFA).  

 

 De manera secuencial, se estimaron los modelos 

configural, métrico y escalar, comparando el ajuste  

de cada modelo con el inmediatamente anterior  

mediante los cambios en los índices de ajuste  

(ΔCFI, ΔTLI, ΔRMSEA y ΔSRMR), de acuerdo  

con las recomendaciones de Cheung y Rensvold 

(2002) y Chen (2007). Los resultados se presentan en 

la Tabla 11. 

 

 

 El modelo configural mostró índices 

incrementales favorables (CFI = .984; TLI = .982; 

SRMR = .065), aunque su RMSEA (.114) se ubica en 

la banda Muy Débil del marco de Howard et al. 

(2025): con 298 gl corresponde el tercil de más de 163 

gl, cuyo percentil 10 es .08. Por tanto, la invarianza se 

evaluó sobre un modelo de referencia con ajuste 

absoluto limitado y con un grupo masculino de 88 

personas, lo que obliga a interpretar estos resultados 

con cautela. Posteriormente, la imposición de 

restricciones de igualdad sobre las cargas factoriales 

(modelo métrico) produjo cambios mínimos en los 

índices de ajuste (ΔCFI = +.001, ΔTLI = +.002, 

ΔRMSEA = −.006 y ΔSRMR = +.002), lo que respalda 

la equivalencia de las cargas factoriales entre hombres 

y mujeres. Dado que la diferencia simple entre los 

valores χ² robustos WLSMV no se distribuye como χ² 

con estimadores robustos y variables categóricas, la 

Tabla 11 no reporta pruebas de Δχ², y la decisión sobre 

invarianza se fundamentó en los índices incrementales 

(ΔCFI, ΔTLI, ΔRMSEA, ΔSRMR). Finalmente, el 

modelo escalar también mantuvo cambios triviales 

respecto al modelo métrico (ΔCFI = .000, ΔTLI = 

+.003, ΔRMSEA = −.010 y ΔSRMR = −.002), 

proporcionando evidencia de invarianza escalar. En 

conjunto, estos resultados indican que la ACT-IA 

presenta equivalencia de medición según género, lo 

que, con las salvedades señaladas, apoya la 

comparación de las medias latentes de las dimensiones 

entre hombres y mujeres (Meredith, 1993; Cheung & 

Rensvold, 2002; Chen, 2007; Millsap, 2011). 

 

Confiabilidad y Estadística Descriptiva de la ACT-

IA 

 La Tabla 12 presenta las estadísticas descriptivas, 

los índices de confiabilidad y el error estándar de 

medición. La puntuación total mostró una media de 

81.81 (DE = 24.03) en un rango de 19 a 114. La 

consistencia interna fue excelente tanto para la 

puntuación total (α = .963; ω = .962) como para las 

subescalas (α y ω entre .943 y .966), con intervalos de 

confianza estrechos. Los valores del EEM fueron 

bajos (ACT-IA = 4.68), respaldando la precisión de las 

puntuaciones. No obstante, conforme a la evidencia 

bifactorial, conviene recordar que coeficientes 

elevados de α y ω total pueden sobreestimar la 

interpretabilidad independiente de las subescalas 

cuando existe un factor general dominante (Reise et 

al., 2013; Rodriguez et al., 2016). 
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Discusión 

 

 El presente estudio desarrolló y aportó evidencia 

inicial de validez y confiabilidad de la ACT-IA, un 

instrumento dirigido a medir las actitudes hacia el uso 

de la IA en los procesos de selección de personal en 

población puertorriqueña. La evidencia de validez de 

contenido fue favorable, ya que la totalidad de los 

reactivos superó el criterio de Lawshe modificado por 

Tristán-López (2008), y los análisis de reactivos 

evidenciaron índices de discriminación elevados, 

particularmente en la dimensión conductual. El 

proceso de depuración condujo a una versión 

parsimoniosa de 19 reactivos organizados en tres 

factores que explicaron casi el 80 % de la varianza. 

Este porcentaje, no obstante, probablemente está 

inflado, dado que se obtuvo sobre un conjunto de 

reactivos seleccionado con la misma muestra; además, 

la separación de las tres dimensiones coincide en parte 

con la dirección de la redacción de los reactivos 

retenidos, por lo que su coherencia conceptual debe 

matizarse (véase Limitaciones). 

 

 

 El hallazgo central provino de la comparación de 

modelos competitivos. Aunque las soluciones de tres 

factores oblicuos (CFA) y ESEM mostraron índices 

aceptables a fuertes, el modelo bifactor-CFA presentó 

el mejor ajuste global. La adopción del marco 

percentilar de Howard et al. (2025) resultó decisiva 

para esta conclusión: al situar cada índice respecto a la 

distribución de valores publicados, fue posible 

diferenciar entre modelos que, bajo los cortes fijos 

tradicionales, habrían sido catalogados 

indistintamente como “buenos”. Por ejemplo, tanto el 

CFA de tres factores como el bifactor superaban el 

umbral clásico de CFI > .95; sin embargo, el enfoque 

de percentil mostró que el modelo bifactor presentó el 

patrón de ajuste más favorable, al combinar índices 

incrementales por encima del percentil 90 con un 

SRMR en la banda Fuerte y un RMSEA en una banda 

intermedia, mientras que los modelos CFA y ESEM 

conservaron un RMSEA en una banda de ajuste menos 

favorable. Esta lectura más matizada evita las 

inferencias erróneas que pueden derivarse de la 

aplicación mecánica de cortes dicotómicos, y es 

consistente con la advertencia de que un buen ajuste 

de un modelo multidimensional no implica, por sí 

mismo, que las subescalas deban interpretarse como 
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dimensiones independientes (Reise et al., 2013; 

Rodriguez et al., 2016). Es preciso reconocer, no 

obstante, que la superioridad del modelo bifactor debe 

matizarse a la luz de dos observaciones. Primero, 

cinco cargas ESEM superaron ligeramente 1.00 (ítems 

2, 3, 26, 27 y 38); aunque no se observaron varianzas 

residuales negativas ni otros indicios de soluciones 

impropias, este patrón refleja la elevada correlación 

entre factores bajo rotación oblicua. Segundo, los 

valores de ARPB superiores al umbral de 10–15 % en 

la mayoría de los reactivos afectivos y conductuales 

(particularmente los ítems 38 y 39) indican que una 

solución estrictamente unidimensional sesgaría sus 

cargas, lo que refuerza que estas dimensiones 

conservan varianza específica más allá del factor 

general. Estas observaciones no invalidan la 

comparación de modelos, pero ameritan verificación 

adicional en futuras réplicas. Además, la superioridad 

en ajuste del modelo bifactor debe leerse a la luz de su 

mayor propensión a ajustarse a los datos en 

comparación con modelos de factores correlacionados 

(Bonifay et al., 2017). Asimismo, el patrón de cargas 

específicas cercanas a cero o negativas en la 

dimensión cognitiva corresponde a una de las 

anomalías descritas por Eid et al. (2017) para los 

modelos con factor general; un modelo bifactor-(S−1) 

que tome la dimensión cognitiva como dominio de 

referencia podría ofrecer una representación más 

interpretable y constituye una línea de trabajo futura. 

Por último, dado que los percentiles de Howard et al. 

(2025) no se diferencian por estimador ni por tipo de 

indicador (Xia & Yang, 2019), las clasificaciones de 

ajuste deben entenderse como una referencia 

orientativa para comparar los modelos entre sí. 

 

 La superioridad del modelo bifactorial no invalida 

la propuesta tridimensional, sino que indica que la 

ACT-IA posee una estructura jerárquica dominada por 

un factor general. Los índices auxiliares reforzaron 

esta interpretación: el ECV = .731 y el ωH = .873 

mostraron que la mayor parte de la varianza común y 

de la confiabilidad del puntaje total se atribuye al 

factor general, lo que respalda una interpretación 

esencialmente unidimensional del instrumento (Reise, 

2012; Rodriguez et al., 2016). La dimensión cognitiva 

quedó prácticamente absorbida por el factor general 

(ωHS = .006; H = .223), mientras que las facetas 

afectiva y conductual conservaron varianza específica 

moderada y replicabilidad adecuada. En el caso de la 

faceta conductual, esta varianza específica podría 

aportar validez incremental en contextos aplicados 

(Zhang et al., 2021). En el caso de la faceta afectiva, 

en cambio, sus reactivos son exclusivamente de 

redacción inversa y expresan preocupación, ansiedad 

o desconfianza, por lo que su varianza específica (ωHS 

= .360) podría reflejar, en parte, un efecto de método 

asociado a la redacción inversa (véase Limitaciones). 

En consecuencia, esta subescala se describe con mayor 

precisión como una medida de afecto negativo o 

desconfianza hacia el uso de la IA en la selección de 

personal, y no debería atribuírsele validez incremental 

hasta que se separe empíricamente el contenido 

afectivo de la dirección de la redacción. En conjunto, 

se recomienda interpretar la ACT-IA principalmente 

mediante su puntuación total, reservar la subescala 

conductual para usos complementarios y limitar la 

subescala afectiva a usos exploratorios, condicionados 

a dicha verificación. En cambio, dada su contribución 

específica prácticamente nula una vez controlado el 

factor general (ωHS = .006; H = .223), no se 

recomienda interpretar o reportar la subescala 

cognitiva de manera independiente. 

 

 La escala mostró, además, evidencia de 

invarianza configural, métrica y escalar por género, lo 

que sugiere que mide el constructo de manera 

equivalente en personas masculinas y femeninas y 

habilita, con cautela, comparaciones entre grupos en 

las dimensiones; la comparabilidad de la puntuación 

total se infiere de este resultado, pero no se evaluó 

directamente (American Educational Research 

Association, American Psychological Association, & 

National Council on Measurement in 

Education [AERA] et al., 2014; Putnick & Bornstein, 

2016). La consistencia interna fue excelente y el error 

estándar de medición, bajo, lo que respalda la 

precisión de las puntuaciones. Finalmente, las 

correlaciones negativas y de baja magnitud con la 

deseabilidad social sugieren que las respuestas a la 

ACT-IA no están fuertemente influidas por una 

tendencia a responder de forma socialmente favorable 

(Paulhus, 2002; Podsakoff et al., 2003). 

Limitaciones e Investigación Futura 

 

 Los resultados deben interpretarse a la luz de 

varias limitaciones. En primer lugar, todos los análisis 

se realizaron con una sola muestra, lo que impidió la 

validación cruzada mediante submuestras de 

calibración y validación e incrementa el riesgo de 

capitalización del azar (Brown, 2015; Fokkema & 

Greiff, 2017). Cabe destacar que el análisis factorial 

exploratorio, la depuración de reactivos y los modelos 

confirmatorios posteriores se realizaron con esta 

misma muestra, por lo que los índices de ajuste 

reportados para los modelos CFA, ESEM y bifactor 

deben interpretarse como evidencia inicial de 

estructura interna, y no como una confirmación 

definitiva, hasta que se repliquen en una muestra 

independiente. Asimismo, el muestreo no 

probabilístico por conveniencia, apoyado en la técnica 

de redes (snowball) y en la difusión a través de redes 



Revista Interamericana de Psicología Ocupacional       2026      Vol. 41    62  

sociales, limita la representatividad de la muestra y la 

generalización de los hallazgos a la población general 

de profesionales de RR. HH. y PIO de Puerto Rico. 

Relacionado con lo anterior, el tamaño muestral, 

adecuado para el AFE y el CFA inicial, se volvió 

considerablemente más ajustado al dividirse por 

género para las pruebas de invarianza 

(aproximadamente 146 mujeres y 88 hombres), lo que 

pudo reducir la estabilidad de las estimaciones del 

modelo escalar y debe considerarse una limitación 

adicional.  

  

 En segundo lugar, no se examinó la estabilidad 

temporal del instrumento mediante procedimientos de 

prueba-reprueba, consideración relevante dado que las 

actitudes hacia tecnologías emergentes pueden 

evolucionar con la familiaridad y la experiencia de uso 

(Glikson & Woolley, 2020; Venkatesh et al., 2003). En 

tercer lugar, los intentos de estimar modelos más 

complejos (bifactor-ESEM y jerárquico de segundo 

orden) no produjeron soluciones admisibles. 

Asimismo, la validez de contenido se evaluó con un 

panel de tres jueces, el mínimo admisible para el 

método de Lawshe modificado por Tristán-López 

(2008), y la interpretación de los índices de ajuste se 

basó en percentiles derivados de estudios que no se 

diferencian por estimador ni por tipo de indicador, lo 

que limita su aplicación directa a modelos estimados 

con WLSMV (Xia & Yang, 2019).  

 

 En cuarto lugar, el primer AFE agrupó en un 

mismo factor los reactivos de redacción inversa de las 

tres dimensiones (véase la Tabla S1), y la dimensión 

afectiva retenida quedó compuesta exclusivamente por 

reactivos de redacción inversa que expresan 

preocupación, ansiedad o desconfianza, mientras que 

los reactivos afectivos de redacción directa se 

agruparon con los cognitivos y fueron eliminados. En 

consecuencia, en la versión final el contenido afectivo 

y la dirección de la redacción están confundidos, por 

lo que con estos datos no es posible determinar en qué 

medida la varianza específica de la dimensión afectiva 

(ωHS = .360) refleja una distinción sustantiva, el 

afecto negativo hacia la IA como componente 

diferenciable de las creencias, o un efecto de método 

asociado a los reactivos inversos (Marsh, 1996; 

Weijters et al., 2013). Futuros estudios deberían incluir 

reactivos afectivos redactados en ambas direcciones y 

modelar explícitamente un factor de método para los 

reactivos inversos, por ejemplo, mediante un modelo 

CT-C(M−1) o un modelo de intercepto aleatorio (Eid 

et al., 2017; Maydeu-Olivares & Coffman, 2006), lo 

que permitiría separar ambas fuentes de varianza.  

 

 Investigaciones futuras deberían replicar la 

estructura en muestras independientes y de mayor 

tamaño, evaluar la confiabilidad temporal y acumular 

evidencia de validez predictiva y de criterio frente a 

variables como la confianza en algoritmos, la aversión 

al algoritmo y la disposición a adoptar sistemas 

automatizados (Dietvorst et al., 2015). Esta evidencia 

adicional debería preceder a cualquier recomendación 

de uso individual o de alto impacto en decisiones de 

selección de personal. 

Implicaciones 

 Desde una perspectiva aplicada, la ACT-IA 

constituye una herramienta prometedora, con 

evidencia psicométrica inicial favorable, para evaluar 

las actitudes hacia la integración de la IA en los 

procesos de reclutamiento y selección. Podría 

utilizarse, a nivel grupal, para explorar niveles de 

apertura, confianza o resistencia entre profesionales de 

RRHH durante procesos de transformación digital, así 

como para focalizar intervenciones de capacitación 

orientadas a fortalecer la confianza y promover una 

adopción ética y responsable de los sistemas 

automatizados (Marler & Boudreau, 2017; 

Strohmeier, 2020).  

 A la luz del predominio del factor general, la 

puntuación total se recomienda como el indicador más 

robusto y defendible del constructo. En términos 

concretos, un profesional de RR. HH. podría emplear 

la puntuación total de la ACT-IA (rango 19–114) para 

clasificar de manera preliminar a los equipos o 

unidades con actitudes menos favorables hacia la IA 

(p. ej., puntuaciones en el tercio inferior de la 

distribución observada, M = 81.81, DE = 24.03) como 

prioritarios para intervenciones de sensibilización, 

comunicación transparente sobre el funcionamiento de 

los sistemas automatizados y capacitación previa a la 

implementación de herramientas de IA en el proceso 

de selección; puntuaciones más altas, en cambio, 

podrían orientar hacia una adopción más rápida 

acompañada de mecanismos de supervisión humana. 

Dado que aún no se dispone de bandas de 

interpretación normativas ni de puntos de corte 

validados, estas aplicaciones deben entenderse como 

orientaciones generales de gestión del cambio 

organizacional, y no como criterios diagnósticos 

individuales, hasta que se acumule evidencia adicional 

de validez de criterio y estabilidad temporal. 

Conclusión 

 

 La ACT-IA aporta a la literatura un instrumento en 

español, dirigido específicamente al contexto de 

selección de personal, con evidencia inicial favorable 

de validez de contenido, estructura interna, 

confiabilidad e invarianza por género. La 

interpretación de los índices de ajuste mediante el 

enfoque de percentiles de Howard et al. (2025) 
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permitió una valoración más matizada de los modelos 

competitivos y respaldó la conclusión de que las 

actitudes hacia la IA en la selección de personal se 

organizan en torno a un factor general dominante con 

facetas específicas residuales. Por ello, se recomienda 

priorizar la puntuación total de la ACT-IA sobre la 

interpretación aislada de sus subescalas, en particular 

la dimensión cognitiva y, mientras no se separe el 

efecto de la redacción inversa, la afectiva. Estos 

hallazgos sientan las bases para futuras 

investigaciones que repliquen y amplíen la evidencia 

de validez del instrumento. 

__________________________________________ 
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